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RESUMO

Sistemas de Recomendacdo (SR) constituem importantes ferramentas para portais web tais como sitios
de comércio eletronico. Para realizar recomendac@es, os SRs acessam fontes de dados variadas, as
quais buscam capturar as caracteristicas dos usuarios, dos itens consumidos e de suas transacdes, Além
da capacidade de predi¢do, um outro fator que deve ser levado em consideracdo no desenvolvimento
de SR é o tempo de resposta. Considerando este cenario, a presente pesquisa tem como objetivo
verificar e analisar o desempenho em carga de um Sistema de Recomendac¢do e, em particular, do
algoritmo de Naive Bayes, bastante utilizado nos sistemas de vendas online, por ser de implementacéo
relativamente simples se comparado com outras abordagens, e possuir um aumento de precisdo
proporcional a quantidade de dados usados para seu treinamento. Durante os testes foram avaliados
parametros como vazdo e tempo de resposta. Para isto um servidor TomCat foi implantado em um
computador, onde um script CGl em Python estava rodando, entdo um script de teste foi criado com o
Jmeter que foi usado para enviar as requisicGes http para o servidor e para coletar os dados de
performance.

Palavras-chave: Sistemas Web. Naive Bayes. Big Data. Comeércio Eletrénico. Java.

ABSTRACT

Recommendation Systems (SR) are important tools for web portals such as e-commerce sites. In order
to make recommendations, SRs access a variety of data sources, which seek to capture the
characteristics of users, items consumed and their transactions. In addition to predictability, another
factor that must be taken into account in SR development is the response time. Considering this
scenario, this research aims to verify and analyze the load performance of a Recommendation System,
and in particular the Naive Bayes algorithm, widely used in online sales systems, because it is
relatively simple to implement when compared to other approaches, and have a precision increase
proportional to the amount of data used for your training. During the tests, parameters such as flow
rate and response time were evaluated. For this a TomCat server was deployed to a computer where a
CGil script in Python was running, then a test script was created with Jmeter that was used to send the
http requests to the server and to collect the performance data.

Keywords: Web Systems. Naive Bayes. Big data. E-commerce. Java.
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1 INTRODUCAO

Com o avanco da tecnologia e principalmente com a expansdo da internet, 0 homem
passou a ter acesso a muitas coisas, mesmo que estas estejam muito longe de sua localizacdo,
pois realmente com poucos cliques € possivel conhecer lugares jamais visitados, visualizar
documentos com grande valor historico, conhecer as tradicbes e costumes de outras
civilizacdes, ou até mesmo comprar produtos, aproveitando-se da comodidade que a internet
pode oferecer.

Caminhamos cada vez mais em direcdo a um mundo em que todas as coisas estardo
conectadas a internet, a chamada internet das coisas, todos esses objetos serdo meios de
acesso em potencial, permitindo que pessoas comprem produtos da internet (Davis, 2008;
W3C, 2010 apud Lacerda, 2012). Nao obstante, muitas vezes um individuo possui pouca ou
quase nenhuma experiéncia pessoal para realizar escolhas dentre alternativas que Ihe séo
apresentadas.

Em geral, para dirimir ddvidas e necessidades frente a escolha, considera-se
recomendacgdes que sdo passadas por outras pessoas de forma direta ou indiretamente por
meio de textos de recomendacéo, opinides de revisores ou mecanismos de curadoria.

Neste senario, Sistemas de Recomendacdo visam 0 aumento da capacidade e eficacia no
processo de tomada de decisdo. Em uma tipica configuracdo, recomendacdes sdo fornecidas
como entradas que o sistema compde e direciona para individuos potencialmente interessados.

Os modelos de recomendacdo tém importancia na personalizacdo de aplicacGes,
principalmente na web, pois buscam identificar preferéncias e sugerir itens relevantes para
cada usuario, de acordo com a analise de seu comportamento de navegacao, consultas,
compra anteriores, preferéncias, entre outros. O desafio € realizar a combinacdo adequada
entre as expectativas e necessidades dos usuarios e 0s produtos, servicos e pessoas a serem
recomendados aos mesmos. Alguns pontos que tem grande importancia nestes sistemas sdo o
de desempenho a medida que novos usuarios acessam a aplicacdo, pois € necessario que 0
sistema possua estabilidade, eficiéncia para propor estas recomendacoes.

Desta forma o objetivo deste trabalho é compreender e analisar o0 comportamento de um
Sistema de Recomendacdo e, em particular, a utilizacdo do algoritmo de Naive Bayes, que
tem grande importancia nos ambientes web, pois a velocidade com que o usuério é atraido
através de recomendacdes pode ter uma influéncia positiva para que este se aprofunde na

navegacao.
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2 FUNDAMENTAGCAO TEORICA

2.1 Comércio Eletronico

O comércio eletrénico permite que uma infinidade de neg6cios seja realizada através
da rede, especialmente pela internet. Existem diferentes formas de comércio eletrénico, como
negdcios entre empresas e seus consumidores (Business to Consumer — B2C) e entre as

préprias empresas (Business to Business — B2B) (KUROSE, Jim, 2013).

2.2 Os sistemas de recomendacéao.

Sistemas de recomendacdo tém como propdsito ofertar itens aos usuarios conforme
suas preferéncias. Estas preferéncias sdo preditas a partir de um historico, por meio de
técnicas computacionais de Aprendizado de Maquina Por exemplo, se no passado o usuario
tiver avaliado um filme de comédia, o sistema tendera a recomendar outro filme do mesmo
género (RICCI, Francesco, ROKACH, Lior e SHAPIRA, Bracha, 2011).

Para realizar uma recomendacdo baseada em conteudo os sistemas sintetizam o
conteddo dos itens candidatos a recomendacéo e dos perfis dos usuarios por meio da extracéo
de atributos. Conhecendo os perfis, conteddos, o sistema deve ser capaz de recomendar com
maior assertividade novos itens aos USUArios.

Na verdade, existem diversas razfes para que esta tecnologia seja usada, entre estas
razdes podemos destacar:

a) O aumento do numero de itens vendidos;

E o objetivo para todo negécio, os sistemas de recomendacdes nestes casos oferecem uma
funcdo importante para os negdcios das lojas virtuais. Estes objetivos de vendas sao
alcancados em muitos dos casos, pois estas recomendacdes atendem as necessidades e desejos
do usuério;

b) Vender itens mais diversos;

Outra fungdo muito importante é apresentar ao usuario produtos que podem ser dificeis de
encontrar sem uma recomendacdo precisa.

c) Aumentar a satisfacdo do usuario;

Uma recomendacdo bem direcionada permite melhorar a experiéncia do usuario com o site ou
aplicativo. O usuario encontrara as recomendacdes interessantes, permitindo uma navegacdo

rapida e agradavel. A combinagéo de recomendacdes precisas e uma interface agradavel fardo
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com que o usuario goste de utilizar o sistema, isso aumentara o uso do sistema e a
probabilidade de que as recomendagdes sejam aceitas.

d) Aumentar a fidelidade do usuério:

O usuario € reconhecido pelo sistema que o trata como um cliente valioso e faz
recomendagdes conforme seu histérico em acessos anteriores;

Quanto mais tempo o0 usuario interage com o sistema mais refinado se torna a recomendagédo
de suas preferéncias, ou seja, toda interacdo se da de forma personalizada.

e) Compreender melhor o que o usudrio deseja.

Outra funcgéo dos sistemas de recomendacdo que podem ser utilizadas em diversas aplicacGes
é a preferéncias dos usuarios. Estas podem ser coletadas explicitamente ou previstas pelo
sistema, podendo-se assim utilizar estes conhecimentos para, por exemplo, gerenciar
estoques, determinar quantidades a serem produzidas de um item (RICCI, Francesco,
ROKACH, Lior e SHAPIRA, Bracha, 2011).

O sistema de recomendacdo é um esforco multidisciplinar, este foi favorecido com
diversos resultados obtido em varios campos de estudos da ciéncia da computacéo, tais como
Aprendizado de Maquina, Mineracao de Dados, interacdo humana-computador entre outras.

O Aprendizado de Maquina e a Mineracdo de Dados como subcampos da inteligéncia
artificial permitem que o computador aprenda a executar de forma adequada certas tarefas,
estando este munido de dados e/ou experiéncias (RICCI, Francesco, ROKACH, Lior e
SHAPIRA, Bracha, 2011).

2.2.1 Identificacdo de perfis de usuarios do Sistema

Para que seja construido um perfil de usuario com precisdo, € necessario que 0s
sistemas sejam capazes de representar com grande grau de acerto os interesses atuais dos
destes, pois esta precisdo é vital para que estes sistemas sejam bem sucedidos ao realizarem
recomendacdes, sendo estas apropriadas para cada usuario. Muitas abordagens sdo utilizadas
de forma a descrever o perfil de um usuario, entre elas podem ser mencionadas os historicos
de compras, um classificador incluindo redes neurais, arvores de decis@es, regras induzidas ou
redes bayesianas (MONTANER, Miguel; LOPEZ, Beatriz; LLUIZ DE LA ROSA, Josep,
2003).

2.2.2 Modelos Classificadores
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Estes modelos permitem aos sistemas que a atribuicdo de uma categoria a uma
entrada. As construgdes de sistemas de recomendacgdo baseadas nestes modelos significam a
utilizacdo de informac@es de um perfil como a entrada do sistema e como saida uma categoria
para que sejam feitas recomendacdes para usuario (MONTANER, Miguel; LOPEZ, Beatriz;
LLUIZ DE LA ROSA, Josep, 2003 apud Jennings e Higuchi, 1993).

2.3 O algoritmo de Naive Bayes

Naive Bayes é um recurso de aprendizagem de maquina, utilizado para classificagéo,
este considera as variaveis como independentes, sendo por este motivo conhecido como Naive
(ingénuo em Portugués). E um método simples de compreender e de facil implementago,
muito utilizado em linguagem natural (CHICARELLI, Ronaldo, 2017).

O algoritmo de Naive Bayes pode ser usado em diversas aplicagdes devido a sua
eficécia, eficiéncia e simplicidade, como na deteccdo de doencas do coracdo (RAJKUMAR,
Asha; REENA, G. Sophia, 2010). O algoritmo de Naive Bayes precisa de um conjunto de
dados para ser treinado, sendo preferivel a utilizacdo de um Unico conjunto para diminuir a
variancia, esse conjunto de dados alimentardo uma tabela para o célculo de probabilidades,
que serdo posteriormente utilizados nos calculos do algoritmo (WEBB, Geoffrey;
BOUGHTON, Janice; WANG, Zhihai, 2005). Para o entendimento do classificador de Naive

Bayes é exigido o conhecimento de alguns conceitos.

O treinamento do classificador Naive Bayes envolve o célculo de uma distribuicéo
geradora Pr(d|c) para cada classe ce{-1,1}. Na fase de classificacdo, simplesmente é
calculada qual distribui¢do tem a maior probabilidade de ter gerado cada documento.
Nas maquinas Bayesianas, a criacdo de documentos é modelada como o seguinte
processo:

1. Cada classe ¢ possui uma probabilidade a priori associada Pr(c) tal que

>¢ Pr(c) =1.

2. Dado que existe uma distribui¢do de documentos Pr(d|c) associada a classe ¢
escolhida, esta distribuicdo é usada para gerar o documento. Sendo assim, a
probabilidade de se gerar um documento da classe ¢ é Pr(c)Pr(d|c). Finalmente, dado
um documento d a probabilidade a Posteriori de que d foi gerado da classe ¢ é:

Pr(c) Pr(d|c)

Prcld) = 5 5 ) Prcdy)

Onde vy itera sobre ambas as classes de forma que Pr(c|d) torna-se uma medida de
probabilidade apropriada. Pr(y|c) é estimado através da modelagem das distribuicdo
dos termos sobre as classes gerando um conjunto de pardmetros que chamaremos de
©. A estimativa de ® é baseada nos termos contidos nos documentos de treinamento.
Apos ter sido observado os dados de treinamento D, a distribuicdo a posteriori para
O® pode ser expressa por Pr(®|D).Dadas estas definicdes e dado um documento d, a
probabilidade de d pertencer a classe c é dada por:

Pr(c|d) = ZQPr(cld, 0) Pr(6|D)
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B Z Pr(c|9) Pr(d|c, 8)

03, Pr(y, 0) Pr(dly, 6) D)

(CARRILHO JUNIOR, 2007, p.64)

2.4 Machine Learning

O Aprendizado de Maquina é um método que realiza a analise de dados
automatizando a construgdo de modelos analiticos, ele é uma das ramificacBes da inteligéncia
artificial no qual se baseia da ideia de que os sistemas podem aprender com dados,
identificando padrBes e tomando as decisdes necessarias sem que haja a intervencdo humana.

Seu desenvolvimento se deu a partir do momento em que pesquisadores interessados
no assunto queriam saber se os computadores eram capazes de aprender com dados. Estes
aspectos de independéncia sdo importantes, pois conforme os modelos sdo expostos a novos
dados, estes conseguem se adaptar de forma autonoma (DAVENPORT, Thomas H, 2016).

O aprendizado se da por meio de calculos anteriores que produzem decisdes e
resultados confiaveis. Como exemplos de aplica¢des que utilizam Aprendizado de Maqguina
temos:

a) Os carros autbnomos que estdo sendo desenvolvidos pela Google;
b) Ofertas sugeridas pela loja virtual da Amazon;
c) Sugestdo de filmes do Netflix etc.

O aumento do volume e da variedade de dados, a alta capacidade de processamento, o
armazenamento de grande quantidade de informacdes fez com que o interesse por este método
fosse renovado, possibilitando a producdo de modelos capazes de analisar dados maiores e
complexos de forma rapida e automatica, devolvendo resultados mais rapidos e precisos.

Com a construcdo de dados precisos, as empresas podem identificar oportunidades ou
evitar riscos que possam surgir. Para a criagdo de bons sistemas de Aprendizagem de Maquina
€ necessario conhecer como preparar 0s dados, fazer uso de algoritmos basicos e avancados,
utilizar processos interativos e por fim permitir que estes sejam escalaveis (DAVENPORT,
Thomas H, 2016).

Muitas empresas que trabalham com uma quantidade gigantesca de dados reconhecem
a importancia da tecnologia de Aprendizagem de Maquina. Ao extrair insights desses dados
em muitos casos em tempo real as organizagdes sdo capazes de trabalhar com mais eficiéncia
ou de ganhar uma vantagem competitiva sobre seus concorrentes. O Aprendizado de maquina

pode ser usado em:
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(a) Bancos e entidades financeiras para prevencdo de fraudes e busca de insights importantes
em seus dados;

(b) Governo de um modo geral para a mineracdo de dados de forma a buscar melhoria dos
servicos e economia de dinheiro;

(c) Areas médicas, onde auxiliam os médicos nas analises de dados que levem ao
aperfeicoamento de diagnosticos e tratamentos;

(d) Marketing e vendas, onde através da analise do histérico de compras dos clientes é
efetuada a recomendacdo de produtos e servigos de forma personalizada.

(e) Transporte, na identificacdo de caminhos e rotas mais eficientes (DAVENPORT, Thomas
H, 2016).

2.5 Big Data

Este termo faz referéncia a um grande conjunto de dados armazenados, sendo estas
grandes quantidades de dados que serdo processados e analisados. Estes dados podem ser
encontrados na forma estruturada ou ndo estruturada. A ato de reunir e armazenar um grande
volume de dados para posterior analise é bem antigo. Este conceito ganhou forca nos anos
2000, quando Doug Laney, articulou a definicdo de big data como os 3V’s (volume,
velocidade ¢ variedade). Atualmente sdo considerados 5V’s (volume, velocidade, variedade,

veracidade e valor).

a) Volume: relacionado com a grande quantidade de dados a serem processados.

b) Velocidade: referente a rapidez com que os dados devem ser processados para que
dependendo de sua finalidade nédo se tornem obsoletos;

c) Variedade: representam as diversas fontes, como e-mails, redes sociais etc;

d) Veracidade: referente a confianca que se tem nos dados coletados;

e) Valor: o valor que a coleta e analise dos dados trardo para o negocio. A partir das
informacBes coletadas e decodificadas, um analista de marketing pode entender seu

publico e oferecer produtos personalizados para cada nicho (SAS, 2015).

2.6 Python

Esta linguagem de programacéo foi desenvolvida em meados de 1980 por Guido van
Rossum, ele trabalhava no CWI (Centrum Wiskunde & Informatica, em Amsterda, Holanda).
A linguagem recebeu esse nome por causa do seriado de comédia da BBC Monty Python’s

Flying Circus da qual Guido van Rossum é um fa. O Python tornou-se um projeto de
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desenvolvimento de software de codigo-fonte aberto, assim como outros. Seu criador, Guido
van Rossum tem um papel fundamental na deciséo sobre a linha de evolugéo da linguagem.
Para consolidar esse papel, ele recebeu da comunidade Python o titulo de “Benevolente
Ditador para a Vida”.

Python é uma linguagem de uso geral, sendo projetada com o intuito de tornar os
programas bastante legiveis. Python também dispdem de uma farta biblioteca, o que torna
possivel a criacdo de aplicacdes bem avancadas usando c6digo de aparéncia relativamente
simples. Esses motivos fazem com que o Python se torne a cada dia mais popular e uma

preferéncia como “primeira” linguagem de programagdao (PERKOVIC, Ljubomir, 2016).
2.7 A linguagem Java para a Web

A linguagem Java é muito utilizada no desenvolvimento de aplicagdes Web devido ao
seu grande poder, pois é uma linguagem de programacéo interpretada e orientada a objetos,
ela foi desenvolvida nos anos 90. Uma equipe de programadores da empresa Sun
Microsystems e subordinados a James Gosling foram os responsaveis por esta criagdo. Outras
linguagens de programacdo sdo compiladas para o codigo nativo, no entanto a linguagem Java
é compilada para um bytecode que é interpretado por uma maquina virtual (Java Virtual
Machine, mais conhecida pela sua abreviacdo JVM). Uma JVM isola totalmente a aplicagédo

do sistema operacional. A plataforma java é dividida em 3 segmentos:

a) Java Micro Edition: Seguimento destinado aos dispositivos moveis, compostos de
maquinas virtuais otimizadas e indicadas para ambientes mais especificos;

b) Java Standard Edition: Integra elementos padrdo, permitindo o desenvolvimento de
aplicacGes de pequeno e médio porte. Neste segmento estdo inclusas todas as APIs de
base, assim como a maquina virtual padréo.

c) Java Enterprise Edition: Voltada para o desenvolvimento de aplicacbes complexas. Séo
adicionadas APIls especificas aos elementos padrdo da plataforma (JUNIOR, PETER
JANDL, 2014).

3 PROCEDIMENTOS METODOLOGICOS

A presente pesquisa busca compreender e analisar o0 comportamento do algoritmo de
Naive Bayes em sistemas de recomendacéo. Por ser de implementacdo relativamente simples,
se comparado com outras abordagens, e por apresentar um aumento de precisédo proporcional

a quantidade de dados usados para seu treinamento, este algoritmo é muito utilizado nos
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sistemas de vendas online (COMEIRO FERREIRA, Fernando, APARECIDA DE
OLIVEIRA, Adicinéia, 2012). Neste trabalho para a implementacdo do algoritmo de Naive
Bayes, foi usado a linguagem Python e um conjunto de dados consistindo dos hébitos de
compra de 80 usuarios em 2 categorias ndo nomeadas, pois as categorias teriam que ser
convertidas para valores numéricos, entdo elas ja foram criadas em formato numérico para
poupar tempo. Essa base foi criada aleatoriamente no momento do treinamento do algoritmo e
guardada em um arquivo em formato csv, tendo em vista a previsibilidade dos resultados
esperados como saida do algoritmo, os dados presentes na base consistem de valores
numeéricos, o niamero O representa a primeira categoria e 0 nimero 1 a segunda categoria,
seguido de um valor binario indicando a compra de produtos dessa categoria. Esse tipo de
abordagem quanto a base de dados foi escolhido para facilitar o carregamento dos dados no
algoritmo, evitando-se assim conversdo de dados textuais para valores numéricos, pois o
algoritmo apenas trabalha com valores numéricos, portanto essa base de dados foi criada
tendo com referéncia uma base de dados de um sistema de recomendacdo de uma pizzaria,
que foi obtido em um site de repositorios de aprendizado de maquina da Universidade da
California, para ser usado no treinamento do algoritmo (BURKE, Robin, 2000). Para a
realizacdo do treinamento foi implementado um vetor multidimensional X com os dados das
categorias de itens acessados pelos usuarios e se 0 mesmo comprou um produto dessa
categoria, obtidos a partir do conjunto de dados, um segundo vetor Y de tamanho igual ao
primeiro também foi criado. Cada posicdo do vetor Y contém a informacdo da categoria que
os dados da mesma posicdo no vetor X devem pertencer, para este trabalho foram
determinadas duas categorias, uma categoria de recomendar e outra de ndo recomendar. Em
seguida os dados foram distribuidos em uma distribuicdo Gaussiana, porque o algoritmo nesse
tipo de implementacdo assume que os dados sao continuos e calcula sua variancia de modo a
permitir que o algoritmo faca uma predicdo com a insercdo de dados, baseado na
probabilidade desses dados pertencer as categorias, de acordo com a distancia que o dado esta
da média da categoria, considerando que quanto mais distante da média estd o dado menor a
probabilidade de ele pertencer a média dos dados usados nos vetores para treinamento
(MACHADO, Féabio P.;PAULA, Gilberto A., 2016) (CHAN, Tony F.; GOLUB, Gene H.;
LEVEQUE, Randall J.,1979).

4 DESENVOLVIMENTO
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Para realizar a anélise proposta, a aplicacdo foi implementada sobre um servidor Tomcat,
em um notebook rodando como um CGI (Common Gateway Interface), o notebook do
servidor possui um processador i7-6500U com 2,5GH de frequéncia e 16GB de memaria ram.
Um robd para enviar as requisi¢des HTTP, simulando 50 usuérios virtuais, foi criado usando a

ferramenta JMeter, o rob6 rodou em um segundo notebook com processador i7 e 8GB de

meméria ram, durante 1 hora. Foi determinado que o robd rodaria em uma

segunda maquina,

para evitar que o uso de processamento e memoéria RAM pelo JMeter afetasse o desempenho

do script. A (Figura 1) mostra o diagrama de rede utilizado nos testes.

Fioura 1 —Diagrama darede local.

ek

Roteador

| Servidor TomCat

-

JMeter

| Script CGI

Fonte: Elaborada pelos Autores.

O JMeter também foi usado para coletar os dados de vazédo e tempo

de resposta, que

foram enviados para um documento no formato csv, posteriormente usado na geracdo de

gréficos dos dados obtidos, utilizando o framework Highcharts para este fim. Na (figura 2) é

possivel visualizar a interface do Software de teste.

Figura 2 — Interface do Jmeter.
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Fonte: Elaborada pelos Autores.
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Para 0 monitoramento do uso de recursos do servidor, tais como uso de processador e de
memoria RAM, foi utilizado o gerenciador de tarefas do sistema operacional Windows. Uma
rede local foi criada com um roteador, configurado para permitir acesso externo as maquinas
da rede, permitindo assim o0 acesso do script pelo JMeter, utilizando o caminho deste na rede.

Na (figura 3) é possivel visualizar um diagrama da arquitetura do sistema de

recomendagéo.
Figura 3 — Diagrama do Sistema de Recomendagéo.
Treinamento do Algoritmo Predicdo
Dados do
Data Set Usudério
A 4
W Calculo de Probabilidade

Tabela de Resultados esperados
Para cada dado

Alta probabilidade
de comprar?

Distribuicdo dos dados Dados do

@na mento

Recomenda Mdo Recomenda

Fonte: Elaborada pelos Autores.

O teste, apos o fim de sua execucdo, reunido dos dados coletados e analise, mostrou que o
mesmo do lado do servidor utilizou grande quantidade de processamento, atingindo 100% de
utilizacdo do processador (Figura 4), isso € devido ao fato do algoritmo realizar muitos
calculos para realizar a classificacdo e também devido ao script estar rodando em diversos
processos concorrentes, fazendo o processador, mesmo apés a troca de contexto para outro
processo, continuar realizando calculos quase ininterruptamente, a utilizacdo de memoria
RAM, por sua vez, ndao apresentou nenhum comportamento que chamasse a atengdo, o que
pode ser explicado pelo fato de o algoritmo nédo precisar manter grandes quantidade de dados

para realizar os célculos.
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Figura 4 — Uso de recursos do servidor, pelos processos.
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Fonte: Elaborada pelos Autores

Os dados obtidos pelo JMeter, ao se analisar as curvas de tempo de resposta e quantidade
de usuarios virtuais (Figura 5), demonstra que o aumento do tempo de resposta acompanha o
aumento do nimero de usuarios virtuais, fato esperado ao gerar maior concorréncia do lado
do servidor, causando enfileiramento de processos, para aguardar a liberacdo do processador e
para serem atendidos e terem seus préprios calculos realizados e enviar a resposta ao cliente
que realizou a requisicdo. O tempo de resposta apresentou valores satisfatérios, no inicio do
teste, com 10 usuarios virtuais, o valor apresentado foi de 1,5s, valor que aumentou ao longo
do teste e atingiu 12s com 50 usuérios virtuais, em um momento que o servidor ja tinha
dificuldades para processar todas as requisicdes que chegavam, ao utilizar um percentil 95 no
tempo de resposta, € possivel verificar um tempo de resposta maximo nesse percentil de 22s
ao final do teste. A vazao permaneceu estavel ao longo do teste, sempre com valores em torno
de 4 requisicdes por segundo e ndo apresentou erros, exceto ao final do teste devido ao

encerramento dos usuarios virtuais.
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Figura 5 — Grafico dos dados colhidos durante o teste de desempenho.
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5 RESULTADOS E DISCUSSOES

Os resultados encontrados no presente estudo confirmam que o algoritmo Naive Bayes
apresenta um bom desempenho em ambiente web, com um tempo de resposta em torno de
1,5s com 10 usuarios virtuais concorrentes atingindo algo em torno de 12s para 50 usuarios
virtuais concorrentes, sempre mantendo uma vazao em torno de 4 requisicdes por segundo.
Tendo em vista que uma quantidade de 50 usudrios virtuais é equivalente a uma quantidade
até 100 vezes maior de usuarios reais.

A confirmacdo do bom desempenho do Naive Bayes justifica-se: O tempo médio de
resposta de um site de vendas € de 8,3s, 9,8s e 10,3s no Japdo, Estados Unidos e Reino Unido
respectivamente (MACHMETRICS, 2018).

Levando em consideracdo o carregamento de todos os recursos do site como imagens,
scripts e html, se levado em consideracdo que um grande site de vendas, como a Amazon,
teve 197 milhGes de visitantes unicos em dezembro de 2017 (STATISTA, 2017) e

convertendo esse valor para um nimero de usuarios concorrentes da seguinte forma temos:

Y= au (1) e Vt.Ta.Tn(2) , onde, Au representa acessos Unicos, Vt representa,

t
variagdo de tempo, Ta, representa tempo de acesso e Tn, representa tempo de navegacao.
Podemos converter primeiramente os valores mensais para valores diarios, considerando 0s
30 dias do més, que quase toda a carga do site ocorre durante 15 horas do dia e que 0 usuario
permanece 15 minutos, temos:

197
~ 30.15.4
Ou seja, um site como a Amazon tem cerca de 109 mil acessos diarios, agora para obter um

=0,10944.10°

X

valor para acessos concorrentes, vamos converter para o ndmero de usuarios gue acessam por
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15 minutos, o tempo que estamos considerando como média de permanéncia do usuério.
Temos o seguinte:

_ 109444 3420.125 ari
X=—ga " : Uusuarios.

Com esses numeros obtemos um valor de aproximadamente 3420 usuarios

simultaneos, um numero até menor do que a carga de trabalho tedrico dos usuarios virtuais do
teste, que representa aproximadamente 5000 usuarios reais simultaneos. Acrescenta-se a isto a
consideracdo de que um site como a Amazon trabalha em ambiente distribuido com a carga
distribuida por um balanceador de carga e nunca estando totalmente concentrada em um Gnico
servidor, e se considerarmos que o script manterd& um comportamento semelhante se
distribuido em servidores iguais, podemos dividir o tempo de resposta do script pelo nimero
de servidores e obter um valor para 0 mesmo em ambientes distribuidos, assim com 2
servidores o tempo maximo de resposta seria de 6 segundos e com 3 servidores, seria de 4

segundos, gerando pouco impacto no tempo de resposta medio dos sites de venda.
6 CONSIDERACOES FINAIS

O algoritmo de Naive Bayes faz uso intensivo do processador, o que, devido as
configuragbes da maquina utilizada, pode ter limitado o algoritmo de oferecer resultados
ainda melhores. Por isso propde-se que em testes futuros seja utilizado um servidor dedicado

com maior poder de processamento e em um ambiente distribuido, com balanceador de carga.
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